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  چکیده :

طور گسترده در هوش مصنوعی و یادگیری ماشین اند، به، که با الهام از ساختار مغز انسان ساخته شده های عصبیشبکه

گیرند. دلیل ها مورد استفاده قرار میو کنترل سیستم  داده  بندیها، طبقهاستخراج ویژگی  از جمله  ی مختلفبرای وظایف

توانایی خودویژگیبه خاطر داشتن    این کاربرد گسترده،   و  به انطباقی این شبکه- های غیرخطی  مقاله  این  ها است. 

پردازد، که نوعی پیشرفته از می تمدمدت و کوتاهطولانی  های عصبی حافظهافزاری شبکهسازی سختبررسی پیاده

با این   .اندهای ترتیبی به خوبی شناخته شدهشان در پردازش دادهبه دلیل توانایی  که  های عصبی بازگشتیهستندشبکه

افزاری به ویژه سازی سختهای بزرگی در پیادهباعث ایجاد چالشLSTM 1 هایحال، تقاضای محاسباتی بالای شبکه

بادر محیط اینترنت اشیا  هایی  مانند  مقاله، پیشرفت .شده است  منابع محدود،  این  طراحی   خصوص  های اخیر دردر 

بهره  قیغیر دقهایی که از محاسبات  ، با تأکید بر روشندگیرمورد بررسی قرار می LSTM هایافزار برای شبکهسخت

های مختلف تکنیک  سایر   همچنین، این مقاله به بررسی.و مصرف انرژی را کاهش دهند  یافزاربرند تا پیچیدگی سختمی

 LSTM بهبود کارایی پردازش  در جهت  شبکه های عصبیو هرس کردن   فشرده سازی  یهامانند الگوریتمبهینه سازی  

بین دقت و مصرف   های موجودموازنهکند. علاوه بر این، مقاله به بررسی  ها را ارزیابی میپردازد و ظرفیت این روشمی

 .پردازدافزاری میهای نوظهور سختاین روش استفاده منابع در زمینه
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 بخش اول. مقدمه 

 Mao)          ها از اجزای اصلی هوش مصنوعی و یادگیری ماشین هستند و برای وظایفی مانند استخراج ویژگی های عصبیشبکه 

and Jain,1995)،   بندی  طبقه(Krizhevsky and Sutskever,2012 ) سیستم کنترل  و  استفاده    ( Fierro and Lewis,1998)ها  ، 

های عصبی با  شبکه   .(Zhang, 2000 )باشد  ها میهای غیرخطی و قابلیت انطباق این شبکهشوند. این کاربردها به دلیل ویژگیمی

. انواع  (Hopfield, 1982)کنند  ذخیره می  ی گیرند و دانش خود را در اتصالات نورونالگوبرداری از مغز انسان، از طریق آموزش یاد می

د.  شونبندی الگوهای پیچیده استفاده میکه برای طبقه  های چندلایههای عصبی وجود دارند، از جمله پرسپترون شبکه   مختلفی از

(Haykin, 2009) ،  با چندین لایه غیرخطی   عصبی عمیق  هایشبکه(Hikawa, 2003)  بندی  برای طبقه  های عصبی کانولوشنی، شبکه

های ترتیبی مانند گفتار و ویدیو استفاده  که برای داده مدتمدت و کوتاههای حافظه طولانیشبکه و  ،    (Schmidhuber, 2015)تصاویر  

مزایای     هادادههای عصبی به دلیل توانایی بالا در پردازش موازی  افزاری شبکه سخت  سازیپیاده  .(Graves et al, 2013) شوندمی

بهبود  برای (Y. Liu et al, 2019)پیچیده است.   ی محاسباتی تعداد زیاد پارامترها وجود دهد، اما این کار به دلیلبسیاری را ارائه می

اند. با این  داده شده  توسعه (Li et al 2018) فوریهو تبدیل سریع    (Han et al,2017)تعادل  به    انههایی مانند هرس آگاه کارایی، تکنیک

با    یهایو مصرف انرژی، به ویژه در محیط   یافزارهمچنان از نظر هزینه سخت  LSTM هایشبکه   پیاده سازی سخت افزاری  حال،

مانند محاسبات    غیر دقیقهای محاسبات  ، روشآنهابرای مقابله با   که    بودههمراه  هایی  چالشبا  ،   منابع محدود مانند اینترنت اشیا

پیچیدگی    شود در حالی که تنها اندکی از دقت کاسته می  ا، سازی مدارهاند تا با سادهتصادفی و محاسبات تقریبی به کار گرفته شده

یابد،سخت  نیاز دارسخت   که به2محاسبات تصادفی    .(Tina et al, 2024)   افزاری کاهش  بیتر از  ندافزار کمتری  برای   یشته های 

ت  شده اسهای سنتی  با طرحتصادفی   هایشبکه   سبب رقابت  های اخیر در این زمینه،، پیشرفتاستفاده میکند  های حسابیعملیات

(Y.Liu et al, 2021) ، هایشده برای سلولسازیهای بهینه دهندهبر روی شتاب  ی نیز وجود دارند که  رویکردهای دیگر  همچنین 

LSTM   های  به بررسی پیشرفت  ما  مقالهاین  در    .  بستگی دارد  برنامهو عملکرد مورد نیاز در  تمرکز دارند. انتخاب روش مناسب به دقت

پیاده در  سخت اخیر  شبکه سازی  عصبیافزاری  روی LSTM های  وASIC بر  میFPGA ها  شامل  ،یمپردازها  های  شبکه   که 

 .یمکنمقایسه می با هم  ها راکارایی و عملکرد آندر آخر   همچنین  شود،های تقریبی میو تکنیک محاسبات تصادفی

 

 
2 Stochastic 
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 بخش دوم. پیش زمینه 

 الف. شبکه های عصبی 

های موجود در مغز انسان هستند. مغز  گرفته از نورون اند که الهاماز واحدهای اساسی به نام نورون تشکیل شده های عصبیشبکه 

نورون دارد   نورون .  (Haykin, 2009)انسان حدود ده میلیارد  بیولوژیکی، بدن سلول ورودیدر  از دهای  را  دریافت  3ها  ندریتهایی 

های ولتاژ  ها به پالسگیرند. این سیگنالهای دیگر قرار میمتصل هستند و تحت تأثیر نورون 4های سیناپسی  کند که به ترمینالمی

اتصالات سیناپسی  شوند. مغز با ایجاد  های دیگر منتقل میبه نورون 6شوند که از طریق آکسون  ، تبدیل می5ها تیز، یا همان اسپایک

شود، که این امر منجر به تغییر در ساختار و پارامترهای شبکه عصبی  جدید و تغییر در اتصالات موجود به محیط خود سازگار می

کنند و اجزای اصلی های عصبی به عنوان واحدهای پردازش اطلاعات عمل میهای مصنوعی در شبکه گردد. به طور مشابه، نورون می

 .نشان داده شده است عملکرد یک نرون مصنوعی  1 دهند. در شکلیل میشبکه را تشک

 

 

 

 

 

 

 

 
3 Dendrite 
4  Synapses 
5 Spike 
6 axons 

 (Haykin, 2009). نرون مصنوعی1شکل 

https://en.wikipedia.org/wiki/Synapse
https://en.wikipedia.org/wiki/Axon
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های وزندار جمع شوند. این ورودییک وزن خاص ضرب می  درکند که هر کدام  ک نورون مصنوعی یک یا چند ورودی دریافت میی

فعالمی تابع  یک  توسط  نتیجه  و  میشوند  پردازش  میساز  تولید  را  نورون  خروجی  تابع  این  باورودی  .کندشود.                         که،{xi}  ها 

i = 1,2,...,n  است( با ، و پارامترهای نورون )که به عنوان وزن لایه داده شده  است  {wi }, i =  1, 2, . . . , n  د.  نمشخص میشو

 :شودزیر تولید می رابطه طبقخروجی نورون 

y = 𝜑(∑ w𝑖
𝑛
𝑖=1 xi)                 (1) 

طور گسترده  سازی بهانواع مختلفی از توابع فعال  ، های عصبیساز است. در شبکهتابع فعال   ϕهای نورون و  وزن   wدر این رابطه،  

ورودی تابع     vاگر فرض کنیم   ،خطی سازو تابع    ،تابع سیگموئید،  گیرند، از جمله تابع تانژانت هیپربولیکمورد استفاده قرار می

 :شوندسازی به صورت زیر تعریف میسازی باشد، این توابع فعالفعال

given by= {

tanh(2v)         tanh
1

1+exp(−v)
          sigmoid

max(0. v)               ReLu

           (2) 

بازگشتیشبکه  از شبکه  های عصبی  پردازش دادهنوعی خاص  برای  ترتیبی طراحی شدههای عصبی هستند که  اند. برخلاف  های 

عنوان بخشی از ورودی برای مرحله  خروجی مرحله زمانی قبلی را به  های عصبی بازگشتی   شبکهسنتی،   خورهای عصبی پیششبکه 

،  𝐻𝑡−1و خروجی مرحله زمانی قبلی  𝑥𝑡 ، با توجه به داده ورودی  tعنوان مثال، در مرحله زمانی  گیرند. بهزمانی جاری در نظر می

مدل  همان است  شده  توصیف  زیر  معادله  در  که  جاری    را  بینی یشپ  ()f طور  زمانی  مرحله  انجام  𝐻𝑡برای 

 (Sengupta,et al, 2022 ):                                               دهد،می

ℎ𝑡 = 𝑓([𝑥𝑓 , ℎ𝑡−1])                  (3) 

 (LSTM) مدتمدت و کوتاههای حافظه طولانیشبکهب.  

هستند که برای پردازش   (RNN) بازگشتیهای عصبی  نوعی از شبکه  (LSTM) مدتمدت و کوتاههای حافظه طولانیشبکه 

ها به طور مؤثر در وظایفی مانند تشخیص گفتار و ترجمه زبان مورد استفاده قرار   LSTM.اندهای ترتیبی پیچیده طراحی شدهداده

ن و انفجار گرادیان مواجه هستند. مشکل هایی مانند مشکلات ناپدید شدی پایه با چالشهای عصبی بازگشتی   شبکهاند.  گرفته

های اولیه شبکه تأثیر کمی بر خروجی داشته باشند، در حالی که مشکل  دهد که تغییرات در لایهناپدید شدن گرادیان زمانی رخ می

اولیه بهدهد که تغییرات کوچک در لایهانفجار گرادیان زمانی رخ می تقویت شده و در طول شهای  از حد  بکه منتشر  طور بیش 

های ورودی و خروجی قرار دارند )به است که همراه با لایه   LSTM هایشامل حداقل یک لایه از سلول  LSTM یک شبکه.شوند

 . (Sengupta et al, 2022)مراجعه کنید(  2شکل 
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کند و  را حفظ می   h  و یک حالت پنهان     c  نشان داده شده است، یک حالت سلولی    3شکلطور که در  ، همانLSTM هر سلول

خود را بر   htو حالت پنهان  ct ، سلول، حالت سلولی  tدر هر مرحله زمانی    .کندروزرسانی میها را به صورت ترتیبی بهاین حالت

های تمامی  کند. وضعیتروزرسانی میبه ht−1 و   ct−1 های قبلی  شده، و حالتهای یادگرفتهها و بایاسوزن   x𝑡،اساس ورودی فعلی  

با کنترل صریح رشته اطلاعات درون هر   LSTM هایشبکه  .دهند طور جمعی حافظه شبکه را تشکیل میبه LSTM هایسلول 

کند  ، که تعیین می شود: دروازه فراموشیکار از طریق سه دروازه انجام می  کنند. این سلول، مشکل ناپدید شدن گرادیان را برطرف می

 ،  دروازه خروجی  در نهایت   گیرد چه اطلاعات جدیدی اضافه شود؛ وکه تصمیم میچه اطلاعاتی از گذشته حفظ شود؛ دروازه ورودی

دهند که برای محاسبه حالت پنهان  را نشان می . 3مطابق شکل   معادلات زیر عملکردهایی  . کندکه حالت پنهان فعلی را محاسبه می

 :شونداستفاده میℎ𝑡 بعدی  

(4   )           𝐹 = 𝜎(𝑤𝑓 . [ℎ𝑡−1, 𝑥𝑡] + 𝐵𝑓) 

(5  )               𝐼 = 𝜎(𝑤𝐼 . [ℎ𝑡−1, 𝑥𝑡] + 𝐵𝐼) 

(6     ) 𝐶̀ = 𝑡𝑎𝑛ℎ(𝑤𝐶 . [ℎ𝑡−1, 𝑥𝑡] + 𝐵𝑐) 

(7    )         𝑂 = 𝜎(𝑤𝑜. [ℎ𝑡−1, 𝑥𝑡] + 𝐵𝑜) 

(8                   )  𝐶𝑡 = 𝐶𝑡−1 ∗ 𝐹 + 𝐼 ∗ 𝐶̀ 

(9                          )   ℎ𝑡 = 𝑡𝑎𝑛ℎ(𝐶). 𝑂 

 LSTM(Sengupta, et al, 2022) . تصویرکلی شبکه2شکل 
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 :(Stochastic Computing) محاسبات تصادفی. ج

، و این نمایش  1است یا    ۰شوند، به طوری که هر بیت یا  نمایش داده می  2در محاسبات مرسوم، اعداد با استفاده از نمایش در مبنای  

 شوند. یک مقدار تصادفی  ، اعداد به صورت احتمالات نمایش داده می ماند. در مقابل، در محاسبات تصادفیدر طول زمان ثابت می

v شود، به طوری که با احتمالی  مکن است در هر سیکل ساعت تغییر کند نمایش داده میبا یک بیت تکی که مp     و با    1برابر با

  1۰۰کند. برای مثال، اگر یک مقدار تصادفی در طول  است. این احتمال مقدار ذخیره شده را تعریف می  ۰با    برابرP1−احتمال  

دو روش برای تفسیر این مقدار   .است ۰.5برابر با   pباشد، احتمال    1ها مورد از این سیکل 5۰سیکل ساعت خوانده شود و بیت در 

   pشود. اگر  نگاشت می   vبه طور مستقیم به مقدار منطقی   p روش، احتمال    است. در این تصادفی وجود دارد. روش اول، غیرقطبی

روش    .توانیم اعداد منفی را نمایش دهیم است. مشکل نگاشت غیرقطبی این است که نمی  ۰.5نیز     vباشد، مقدار منطقی    ۰.5برابر با  

شود.  نگاشت می[  -1,  1در دامنه ]   vبه مقدار منطقی  [  ۰,  1از دامنه ]   pاست. در این روش، مقدار   دوم تفسیر مقدار تصادفی، قطبی

روش غیرقطبی، روش قطبی امکان نمایش    در مقایسه با  است  ۰برابر با     vباشد، مقدار نگاشت شده    ۰.5برابر با    pبه عبارت دیگر، اگر  

  (Y. Liu et al, 2021)  .کند مقادیر به صورت اعداد منفی را فراهم می

 :دهندرا نشان می  vو مقدار منطقی   pهای خاص بین احتمال معادلات زیر نگاشت

𝑝 = (𝑣 + 1)/2       (10 )                                                    

𝑣 = 2 ∗ 𝑝 − 1       (11 )                                                                             

                  

   AND گیتتواند با استفاده از یک  کننده که یکی از مدارهای اصلی حسابی در یک نورون است، می، ضرب در محاسبات تصادفی

یونی نمایش  دروازه پلاریتهبرای  یک  بای XNOR یا  نمایش  شکل  پیاده پلاریتهبرای  )به  شود  کنید(   4سازی                                      مراجعه 

(Z. Li et al, 2018).   های باینری سنتی نیاز دارند، دقت  کنندهبه فضای بسیار کمتری نسبت به ضرب  تصادفی هایکنندهاگرچه ضرب

 LSTM(Sengupta, et al, 2022)تصویر سلول. 3شکل 
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های  ها کم نگه داشته شود و دورهقابل قبول، باید تعداد ورودییابد. برای دستیابی به دقت  ها کاهش میافزایش تعداد ورودی ها باآن 

 . باشدترارزیابی طولانی

 

 

 

 

 

 

 

 

 

 های اعداد تصادفی تولیدکننده کنند. یکتصادفی تبدیل می یهای بیترشته اعداد باینری را به  های اعداد تصادفیتولیدکننده

 .مراجعه کنید( 5کننده تشکیل شده است )به شکل بیت و یک مقایسه   kبا خطی7معمولاً از یک رجیستر شیفت بازخوردی  

 

 

 

 

 

 

بیتی مقایسه k کند که با ورودی باینریبیتی تولید میk یک عدد تصادفی رجیستر شیفت بازخوردی  خطی  در هر سیکل ساعت،  

ها رشته 1ها و  ۰دهد. این  را خروجی می  1در غیر این صورت    ،دهدرا خروجی می  ۰کننده  تر باشد، مقایسهشود. اگر ورودی بزرگمی

شود، که  تصادفی به اعداد باینری، از دیکودر عدد تصادفی استفاده می هایبیت دهند. برای تبدیل رشتهتصادفی را تشکیل می هایبیت

همبستگی بین   حاسبات تصادفیهای میکی از چالش.کندرشته بیت شمارش می  یکها را در1یک شمارنده باینری است و تعداد  

 رجیستر شیفت بازخوردی  خطی    شود. به عنوان مثال، اگر یک  کاهش دقت تواند منجر به  های بیت تصادفی است که میرشته 

هایی مانند ضرب را تحت تأثیر قرار دهد. برای جلوگیری تواند دقت عملیاتیکسان چندین رشته بیت تولید کند، این همبستگی می

طور که در های مختلف استفاده کرد، همانهای جداگانه برای ورودیرجیستر شیفت بازخوردی  خطی    توان ازمشکل، میاز این  

مختلف   حالتهای  سازی پیاده  با  (Sen and Raghunathan,2018)   .  های دقیقی حاصل شودنشان داده شده است، تا خروجی  (a)6شکل

 تصادفی   ساز درسرعت محاسبات تابع فعال   Btanh   . به عنوان مثال، مدارردسازی کسازی را پیادهچندین تابع فعال  میتوان  انتقال

 
7 Linear Feedback Shift Register) LFSR) 

برای نمایش بای   (b)، و (unipolar) پلاریتهرای نمایش یونیضرب تصادفی ب (a). 4شکل 

 (bipolar) (Y. Liu et al, 2021) پلاریته

 تولیدکننده. 5شکل 
 
 (Stochastic Number Generator) های اعداد تصادف

Generators)    
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در چندین مرحله در هر سیکل   FSM روزرسانی حالتو به های ورودی با استفاده از شمارنده موازی تقریبیآوری بیت را با جمع

از دامنه معمول ]  ،  یده استبخشبهبود   احتمالات ورودی  زمانی که  را حتی  فراتر رود، حفظ می-1,  +1این طراحی دقت  کند.  [ 

، کارایی آن را افزایش داده و توانایی آن   ، مانند جایگزینی شمارنده بالا/پایین با واحد تقریب خطیBtanh بهبودهای بیشتر در مدار

 :   LAUمعادله   .(Kim et al, 2016) دادن دقت بهبود بخشیده استها بدون از دست تر ورودیدر پردازش گسترده

ψ(x)  = min (1, Max (p,
1

r
x + s))                     (13) 

سازی مختلفی مانند سیگموئید توابع فعال   s، و  p   ،rتواند با تنظیم پارامترهای می پیکربندی واحد تقریب خطی 

های ورودی مصون است و امکان  این طراحی نسبت به همبستگی بین توالی.  (Z.Li et al, 2019)   را تقریب بزند  ReLU یا

 شود. همچنین یک مدارافزاری میهای سختکند که منجر به کاهش هزینهها را فراهم میبین نورون  اشتراک مولد اعداد تصادفی

شود و خروجی بر اساس  با یک مقدار مرجع مقایسه میپیشنهاد شده است که در آن ورودی انباشته شده و   ReLU برای تصادفی  

پلاریته کمتر و در نمایش بای  ۰.5پلاریته کمتر از  کند که توالی خروجی در نمایش یونیگردد. این طراحی تضمین میآن انتخاب می

 :نباشد ۰از 

y =  max(0, tanh(2x))                     ( 41 ) 

های  ای توانند با بسط توابع غیرخطی با استفاده از سری تیلور یا چندجمله می بات تصادفیای در محاسمدارهای حسابی چندجمله

تری بازپیکربندی آسان  FSM های مبتنی براگرچه این مدارها نسبت به روش  .سازی کنند  سازی را نیز پیادهبرنشتاین، توابع فعال

برای محاسبات مبتنی بر توالی به تعداد زیادی    تصادفی  . به طور کلی،  (B. Li et al, 2019)دارند، اما به فضای بیشتری نیاز دارند  

و دارد،  نیاز  ساعت  محاسباتی  همچنین  سیکل  میجمع  دامنه  محسوب  بزرگ  چالش  یک  دقیق  تصادفی                                                                  شود کننده 

(S. Lu et al, 2024).   اولیه در محاسبات تصادفیجمع کند که احتمال سیگنال  دو ورودی استفاده می پلکسراز یک مالتی کننده 

 (Y. Liu et al,2021)  .مراجعه کنید (a)7به شکل  تنظیم شده است ۰.5انتخاب آن روی 
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را فراهم   گیرد و به این دلیل امکان استفاده از مولدهای اعداد تصادفی مشترکها قرار نمیاین طراحی تحت تأثیر همبستگی ورودی 

ها  شود. با این حال، سیگنال انتخاب باید بدون همبستگی با ورودیافزار و مصرف انرژی منجر می کند، که به کاهش هزینه سختمی

استفاده کرد که خروجی  تصادفی   کنندهتوان از یک درخت جمع های متعدد، میهای اضافی دارد. برای ورودیRNG باشد، که نیاز به

 :شودضرب می ۰.5آن در 

)  15 p3  =  
p1 + p2

2
                                 ( 

معرفی   در محاسبات تصادفی 8 تجمعیکننده مبتنی بر شمارنده موازی  ، یک جمعروش قبل  بندیمقیاس  ت  برای اجتناب از مشکلا

کند و احتمال طور مستقیم جمع میهای ورودی را بهها در توالی1کننده، تعداد  این جمع.(مراجعه کنید (b)7به شکل  ) شده است

که باعث   های اضافی نیاز ندارد،های اعداد تصادفی تولیدکننده کند. این طراحی بهخروجی را از مجموع احتمالات ورودی تعیین می

کننده مبتنی  خروجی جمع  .شود  سنتی می تصادفی   هایکنندهافزار و افزایش سرعت پردازش در مقایسه با جمعکاهش نیاز به سخت

های منطقی  های کامل را با گیتکنندهکه جمع  توان با استفاده از شمارنده موازی تقریبیبه صورت باینری است و می APC بر

بهینه  FPGA های سازیکند، مساحت طراحی را بیشتر کاهش داد، اگرچه این روش ممکن است برای پیادهتر جایگزین میساده

 نیز پیشنهاد شده است فلاپ تغییر وضعیتمبتنی بر فلیپ تصادفی   کنندهبر این، یک جمع  هعلاو  .(Y. Lee et al, 2024)   نباشد 

کننده مقداری را بر اساس میانگین احتمالات ورودی تولید این جمع .) (V.T. Lee et al, 2017)مراجعه کنید (c) 7به شکل  (

، که منجر به  MUX های تصادفی اضافی برای سیگنال انتخابمرسوم، اما بدون نیاز به توالی تصادفی   کنندهکند، مشابه جمعمی

 .شودکاهش مساحت طراحی می

ی  ا مدارهای حسابی چندجمله  با   یا  پیاده سازی میشوندو   های حالت متناهیماشینیا با  های عصبی معمولاً  ساز در شبکهتوابع فعال

آسانتر پیاده سازی می    یامدارهای حسابی چندجمله   مدارهای مبتنی بر  (Y. Liu et al, 2021)،    (Tina et al, 2024) یتصادف

 .مساحت بیشتر هستندشوند اما نیازمند  

 (Ax) تقریبی  ی های محاسباتد. تکنیک

های دیجیتال، محاسبات تقریبی به عنوان رویکردی نویدبخش برای بهبود عملکرد و کاهش مصرف توان معرفی شده است.  در سیستم 

مشخصی از خطا تحمل دارند، بسیار ای و یادگیری ماشین که به میزان  این رویکرد به ویژه در کاربردهایی مانند پردازش چندرسانه 

دهد و به  افزاری را کاهش میهایی از عملیات محاسباتی دقیق، منابع سختکارآمد است. محاسبات تقریبی با تغییر یا حذف بخش

دو دسته های تقریبی به  کنندهجمع.شوددهد، در حالی که تنها میزان کمی از دقت فدا میوری انرژی را افزایش میاین ترتیب بهره

های استاتیک دارای سطح ثابتی از تقریب هستند و پارامترهای طراحی مانند  کنندهشوند: استاتیک و دینامیک. جمعاصلی تقسیم می

سازی بیشتری  دهند. هر چه میزان تقریب بیشتر باشد، بهینههای دقیق کاهش میکنندهتأخیر، توان و مساحت را در مقایسه با جمع

 
8 Accumulative parallel counter 

 APC. (c) مبتنی بر SC کنندهجمع (b) .اولیه SC کنندهجمع (a) 7شکل 

 TFF .مبتنی بر SC کنندهجمع
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ها مناسب نباشند  ها ثابت است، ممکن است برای همه برنامهکنندها این حال، از آنجا که سطح تقریب در این جمعشود. ب حاصل می

های دینامیک قادر به تولید نتایج دقیق یا تقریبی بسته به نیاز هستند، که این  کنندهدر مقابل، جمع.و نیاز به تنظیم اولیه دارند

ها معمولاً از منطق تشخیص  کنندهسازد. این جمعختلف بدون نیاز به دانش قبلی از هدف مناسب میها را برای کاربردهای مویژگی آن

کنند که ممکن است نیاز به چندین سیکل محاسباتی برای دستیابی به دقت مورد نظر داشته باشد، اما  و تصحیح خطا استفاده می

های تقریبی نیز برای کاهش مصرف توان و بهبود سرعت در کنندههمچنین، ضرب .کنندپذیری بیشتری فراهم میدر مقابل انعطاف

هایی مانند کوتاه کردن و جبران خطا، به طور قابل توجهی مصرف توان را  اند. تکنیککنار کاهش اندکی دقت مورد توجه قرار گرفته

هایی که دقت مطلق نیاز  ر برنامهها به خصوص دکنند. این تکنیککاهش داده و در عین حال سطح دقت قابل قبولی را حفظ می

 .ندارند، بسیار مؤثر هستند

 :LSTM-NNs سازی شدههای بهینهطراحی

 : رویکرد اصلی تقسیم کرد  دوتوان به ها را میLSTM ها برای بهبود کارایی اجرایتلاش

گیری از الگوهای دسترسی بهرهبا   LSTM ها برای بهبود اجرایدهندهاین شتاب :های تخصصیدهندهشتاب  طراحی  اول  هدست

،  LSTM هایها شامل واحدهای محاسباتی اختصاصی برای عملیات اند. آنبه داده و محاسباتی منحصر به فرد مدل طراحی شده

دادهماژول کارآمد  جریان  برای  تخصصی  ارتباطی  معماری های  و  هماهنگ ها،  را  ارتباطات  و  محاسبات  که  متعادل  پایپلاین  های 

به کار    هستند راساده شده  تقریبی  محاسبات باینری  نوی  و هرس که    فشرده سازیهایی مانند  تکنیکهمچنین  ، هستند.  کنندمی

  LSTMشود. این رویکرد  جویی قابل توجهی در زمان و انرژی میمنجر به صرفهو در نهایت  کاهش اندازه مدل    که سببگیرند  می

دهنده  شتاب یک   (Gong et al, 2019)  (S.Li et al, 2019) .کندتر میبع محدود قابل تحققبا منا   یهای ها را برای استفاده در دستگاه

LSTM  وری انرژی و پردازش موازی هکند تا بهررا پیشنهاد می پردازش تقریبی نزدیک به دادهقابلیت با  پیکربندی مجدد قابلیتبا

بندی ترکیبی،  کند که با استفاده از یک مدل تقسیم شبکه با دانهپیکربندی مجدد را معرفی می یک نوعرا افزایش دهد. این رویکرد 

یز و  رسازی دانه، تعادلی بین موازیLSTM سازی پردازشدهد. این مدل با بهینه وری انرژی و پردازش موازی را افزایش میبهره

میدانه ایجاد  شتابدرشت  این  طراحی  ماتریس دهنده، کند.  ضرب  وظایف  در  بالا  انرژی  یک   برداری- مصرف  کارگیری  به  با  را 

  . (Babi et al, 2011)  بخشدالهام گرفته شده است، بهبود می Babic های لگاریتمیکنندهکننده لگاریتمی تکراری، که از ضرب ضرب 

 های محاسباتی پایهکننده تکرار و بلوککند و از یک کنترلصورت پویا بر اساس وزن شبکه تنظیم میکننده دقت را به  این ضرب

استفاده می کارآمد  پردازش  محاسباتی برای  آرایه  یک  دارای  معماری  این  عملیات   4x8  کند.  زنجیره   VMM هایبرای  یک  و 

است. پیکربندی این معماری امکان   LSTM پذیر سلولعطافچندمنظوره قابل پیکربندی مجدد برای اجرای ان     1x8کننده  جمع 

های تقریبی منجر به کنندهسازد. استفاده از ضرب وری انرژی را بهینه میکند و عملکرد و بهرهتطبیق با وظایف مختلف را فراهم می

انرژی    52.3کاهش   به میزان  شدهدرصدی مصرف   Perumal, ,and)  . معمارییافتهدرصد کاهش    9.2، در حالی که دقت شبکه 

Rajendiran, 2022)   انرژی شبکه الحاقی  سنتی با سلول SRAM هایهای هوشمند طراحی شده است. سلولبرای مدیریت  های 

های تقریبی  . روششده است  های بهینه برای کاهش توان و مساحت استفادهکنندهاند و از ضربجایگزین شدهLUT  9مبتنی بر

 
9 Lookup Table  
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 میشود. کننده  کاهش اندازه و پیچیدگی مدارهای ضرب  سبب  هابا حذف برخی بیت که  10سازیکوتاه:کلیدی به کار گرفته شده شامل

ها و  فلاپ، که باعث کاهش تعداد فلیپمیشود  جایگزینی منطق ترتیبی با یک واحد هرس کوچک که شامل   11هرس کردن بیت

شوند، که نیاز  محاسبه شده در جدولی ذخیره مینتایج ضرب از پیش   که  LUT کننده مبتنی برضرب.شودجویی در انرژی میصرفه 

  دقت به صورت پویا بر اساس نیازهای برنامه  به این صورت که  پذیری دقتقابلیت تطبیق.دهدای را کاهش میبه محاسبات لحظه

 ASIC راحیهای طاین معماری که با استفاده از تکنیک .کندتعادل بین دقت و مصرف توان را ایجاد میسبب  ، که  میشودتنظیم  

با حداقل کاهش دقت دست   LUT درصدی اندازه  5۰درصدی مصرف توان کل و    4.1به کاهش    و توانستهسازی شده است،پیاده

د که برای  نکنمعرفی می LSTM هایتدریجی جدید برای شبکه   یاستنتاج  یطرح محاسبات  یک  (Kouris et al, 2020)  .پیدا کند 

های حساس به تأخیر مانند  ویژه برای سیستمآن را به کهزمانی خاص طراحی شده است  محدوده ارائه بهترین تقریب ممکن در یک  

بتواند   LSTM شود که شبکهکند. این رویکرد با ترکیب هرس مدل و بازسازی محاسبات، باعث میخودروهای خودران مناسب می

های وزن را با استفاده  این روش ماتریس .ای، تصمیمات سریع و آگاهانه بگیردازهای محاسباتی و حافظهبا کاهش قابل توجهی در نی

 ای مورد نیاز برای استنتاجزند که باعث کاهش بار محاسباتی و حافظهبا رتبه پایین تقریب می SVD)12 (از تجزیه مقدار منفرد

LSTM های وزن بر اساس اهمیت عناصرشان که با یک معیار مبتنی بر  . ماتریسدهد وری را افزایش میشود و سرعت و بهرهمی

شود و در عین حال اطلاعات حیاتی را های وزن میشوند. این کار باعث ایجاد پراکندگی در ماتریسشود، هرس میاندازه تعیین می

𝑊 شودتجزیه مییک روش ریاضی است که در آن یک ماتریس به سه ماتریس دیگر     SVDکندحفظ می = 𝑈𝛴𝑉𝑇  که در آن 

W   ،ماتریس اصلی U   وV   های متعامد هستند و  ماتریسΣ   یک ماتریس قطری است که حاوی مقادیر منفرد است. در زمینه  

LSTM  ها، ماتریس وزن کاملW   به   که  شودترین مقدار منفرد و بردارهای منفرد مربوطه تقریب زده میبا استفاده از تنها بزرگ

𝑊̃ شودشناخته می  1عنوان یک تقریب با رتبه   ≈ 𝜎1𝑈1𝑉1
𝑇 که در آن ،𝜎1  ترین مقدار منفرد و بزرگ𝑈1  و   𝑉1    بردارهای منفرد

تری انجام دهد و در  های سریعدهد تا تقریباجازه می LSTM دهد و بهمربوطه هستند. هرس کردن بار محاسباتی را کاهش می

کند تا  و هرس کردن، خروجی را به صورت تکراری تصحیح می SVD کلیدی را حفظ کند. سپس، روش ترکیبیعین حال اطلاعات  

دهد تا با گذشت زمان، کیفیت استنتاج را به تدریج افزایش  دقت را در چندین مرحله بهبود بخشد. این روش به سیستم اجازه می

با کیفیت بالا ارائه    یهایهای زمانی شدید، تقریبی در شرایط محدودیتکند و حتدهد. این روش تعادلی بین سرعت و دقت ایجاد می

آورد و میانگین سرعت  به دست می LSTM های سنتیسازیتری نسبت به پیادهبرابر استنتاج سریع  415دهد. روش پیشنهادی تا 

  .دهد برابر را نشان می 198افزایش 

مساحت مانند محاسبات تصادفی  افزاری کمهای سختشامل بررسی فناوری  این رویکرد  شده:واحدهای حسابی بهینه  دسته دوم

     از نظر مساحت و انرژی بهبود بخشد.    کند   حفظ می را    افزار را در حالی که دقتو محاسبات باینری ساده شده است تا کارایی سخت

(Joseph and Bindiya, 2021)  مالتی  یک بر  مبتنی  ماتریستکنیک  ضرب  تسریع  برای  شبکه  بردار-پلکسر  حافظه  در  های 

کوتاهطولانی و  ارائه می مدتمدت  محاسبات  که  د.  ندهرا  برای  جدید  طراحی  و  چندگانه  ثابت  ضرب  روش  از  استفاده  داخلی  با 

سازی دو جزء خوبی ساختار یافته و بر بهینه  به  . این روشیافته است  دست  توان  مصرف  در  14%حاصلضرب ، به کاهش قابل توجه  
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 گر حاصلضرب جزئیو انتخاب PPG)14 (تمرکز دارد: تولیدکننده حاصلضرب جزئی  LSTMهایدر شبکه MVM    13حیاتی فرآیند

(PPS).  طراحیPPS    15 16 (چندخروجی-گرهای چندورودیمتعارف شامل انتخاب(MIMO با تعداد زیادی گیتAND  وOR   است

شود و از منطق ترتیبی و عملیات انتقال به راست برای تقسیم بردارهای ورودی استفاده  منجر به افزایش تأخیر و مصرف توان میکه  

با یک   MIMO-PPS پیشنهادی با جایگزینی طراحی پیچیده PPS شود. طراحیکند که منجر به تأخیر و مصرف توان بالا میمی

پلکسر  با استفاده از هفت مالتی PPS هر دهد.طور قابل توجهی کاهش میها را بهتعداد گیتپلکسر،  طراحی ساده مبتنی بر مالتی

یابد. طراحی پیشنهادی یک  کاهش می NAND گیت  16۰به   AND/OR گیت  189ها از  شود. تعداد کل گیتسازی میپیاده  2:1

کوتاه میواحد  معرفی  را  که  کننده  دهد،  انجام  را  بیت  هرس  تا  میکند  بین  از  را  راست  به  انتقال  به  اندازه  نیاز  و  برد 

کند. واحد  بیتی ساده جایگزین می  1کننده  فلاپ  را با یک واحد کوتاهفلیپ  32دهد. و  ها را کاهش میکنندهها/تفریقکنندهجمع 

منجر به یک واحد محاسبات   PPS و  PPG های ترکیبی درسازیدهد. بهینهبیتی انجام می  2کننده تقسیم را با استفاده از هرس  کوتاه

افزاری سازی سختپیاده  یک )S. Le (et al, 2019شود.  وجورتر و کارآمدتر از نظر مصرف توان میجمع    IPC)17(حاصلضرب داخلی

 د. معماریندهبینی اطلاعات وضعیت کانال ارائه میاستفاده از محاسبات تصادفی برای پیش  با  LSTM های عصبینوین از شبکه 

LSTM ها  برای انطباق با اصول محاسبات تصادفی دوباره طراحی شده است. معماری شامل واحدهای پردازش ورودی است که داده

دهند،  های تصادفی انجام میراموشی و خروجی( که عملیاتکنند، واحدهای گیت )ورودی، فهای بیت تصادفی تبدیل میرا به جریان

پیش خروجی  پردازش  واحدهای  میبینیو  تولید  را  نهایی  رویهای  بر  پیشنهادی  معماری   FPGA Xilinx Artix-7 کنند. 

 .دهدمی  کاهش   سنتی  هایروش  با  مقایسه  در  7۰%افزاری را تقریباً  های سختمعماری پیشنهادی هزینه  سازی شده است.پیاده

(Maor et al, 2019)  های شبکه  با   تصادفی   محاسبات ادغام  بررسی  به LSTM های  د و هدف آن کاهش مصرف توان و هزینهنپردازمی

طور قابل توجهی مصرف  تواند بهکه محاسبات تصادفی می  آنها توانسته اند نشان دهنداست.   FPGA هایسازیافزاری در پیادهسخت 

سازی  باینری کاهش دهد. این پیاده LSTM سنتی  هایسازیپیاده  با   مقایسه  در(  1.69%)  دقت  کاهش  کمترین  با(  73.24%توان را )تا  

استفاده    با را    LSTM  (Maor et al, 2019) .شدهارزیابی     FPGA Zedboard   برروی   MNIST   با استفاده از مجموعه داده

کند. این رویکرد امکان  را پردازش می LSTM هایکه هر هسته بخشی از عملیات  کرده اندسازی ای پیادهاز یک معماری چند هسته 

با استفاده از یک رویکرد ترکیبی   LSTM های داخلنورون .ه استدکرپردازش موازی را فراهم کرده و به توزیع بار محاسباتی کمک 

شمارنده موازی شود و جمع از طریق یک  انجام می XNOR  های. ضرب با استفاده از گیتشده اندسازی  باینری پیاده-تصادفی 

های ورودی باینری با استفاده از رجیسترهای تصادفی و مولدهای  شود. دادهانجام می (MUX) پلکسریا یک مالتی APC)18( تقریبی

مبتنی  LSTM-تصادفی   برای   %1.69  که  شده حداقل استشوند. کاهش دقت گزارشعدد تصادفی به مقادیر تصادفی تبدیل می

تر، انواع مختلف  های بزرگتوانند بر این کاهش تأثیر بگذارند، مانند مجموعه دادهطور عمیق عواملی که میمقاله بهاما  ،  استMUX بر

طور قابل توجهی  زمان اجرای را به  LSTM-تصادفی  کند. طراحیتر، را تحلیل نمیهای طولانی، یا پردازش دنبالهLSTM وظایف

را   طراحی ترکیبی  یک  (Y. Liu et al, 2019)    های کاربردی بلادرنگ است.ای برنامهبر  جدیدهد، که این یک ضعف  افزایش می

 
13 Matrix Vector Multiplication  
14 Partial product Generator 
15 Partial Product Selector 
16 Multi In Multi Out 
17 Iner Product computation 
18 Approximate Parallel Counter  
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این طراحی با استفاده از مجموعه   کند. می  ادغام  LSTM سازیکند که محاسبات تصادفی را با مدارهای باینری برای پیادهمعرفی می

  سازی پیاده  به   نسبت  انرژی  مصرف  در   11.2%  تا   6.5%  و  مساحت  در  2.3%  تا   1.6%های مختلف ارزیابی شده و بهبودهایی در حدود  داده

هایی را که کارایی  اجزای تصادفی عملیات  است.  با آن  قابل مقایسه  شدقتدر عین حال    .داده است  گزارش شناور  نقطه  با  بیتی  32

تری های پیچیدهکنند، در حالی که مدارهای باینری عملیاتمدیریت می  را  هاسازی گیتها حیاتی است، مانند فعالافزاری در آن سخت 

نوآوری کلیدی استفاده  کنند.  مدیریت می   را   های نهاییها و خروجیحالتروزرسانی  را که نیاز به دقت بالاتری دارند، مانند به

کند. با  افزاری را کاهش  و در عین حال دقت را حفظ می های سخت از مدارهای تصادفی تقریبی برای واحدهای گیت است که هزینه 

و دقت بالاتری را تحت شرایط نویزی در   هآوردتحمل نویز را به دست    در  گیری از محاسبات تصادفی، طراحی پیشنهادی بهبودبهره

بر ایجاد توازن میان کاهش مساحت و مصرف انرژی و    (Sengupta, et al, 2022)  .کرده استهای باینری حفظ سازیه با پیادهمقایس

است. این مطالعه به    (Y. Liu et al, 2019)  مبتنی بر طراحی  ، همچنین طرح آنهاکرده اندبندی تمرکز  احتمال افت دقت در طبقه

ترکیبیمعماری  مقایسه  بررسی و  باینری  کاملاً  تصادفی،  کاملاً  طبقه LSTM باینری-تصادفی های  معیارهای  از  استفاده  بندی با 

(  86%  تا)  انرژی  مصرف  و(  47%پردازد. نتایج کاهش قابل توجهی در مساحت )تا  می IMDB ، وMNIST  ،TIMIT استاندارد مانند

کند. مقاله به  های با منابع محدود را اثبات میبرای سیستم  تصادفی   از  استفاده  قابلیت  و   دهدمی  نشان  دقت  بر  جزئی  تأثیرات  با  را

 نشان داده شده است که  مه  پردازدمی LSTM-تصادفی   هایدر داخل سلول ReLU و tanh سازیبررسی عملکرد توابع فعال

ReLU هایدهد و دقت کلی را در معماریش میهای تصادفی مؤثرتر است و احتمال ناپدید شدن گرادیان را کاهدر محیط LSTM 

های   NSکند و تأکید دارد کهو دقت اشاره می SN)19( بخشد. مقاله همچنین به تعادل بین طول رشته تصادفیتصادفی بهبود می

از    SN طول  افزایش   با   3%ی تأخیر بیشتر همراه هستند. بهبود حدود  دهند، اما با هزینهبیت( دقت بهتری ارائه می  512بلندتر )

 .گزازش شده است بیت 1۰24 به بیت 512 از افزایش با  اضافیبهبود  ۰.5%بیت و  512بیت به  256

 :گیرینتیجه

و  های محدود به منابع مانند اینترنت اشیاویژه در محیطعصبی کارآمد و قدرتمند، بههای  با افزایش تقاضا برای شبکه

های قابل توجهی را به همراه دارد. این ها و فرصتچالش LSTM هایافزاری شبکهسازی سختمحاسبات موبایل، پیاده

های محاسبات تصادفی و تقریبی تکنیکاز طریق   LSTM افزارسازی سختهای اخیر در بهینهمقاله به بررسی پیشرفت

افزار در حالی که سطوح قابل ها برای کاهش چشمگیر مصرف توان و پیچیدگی سختپرداخته است، و بر پتانسیل آن

سازی و هرس، های فشردههای اخیر، از جمله تأثیر الگوریتممرور روش  .کندکنند، تأکید میقبولی از دقت را حفظ می

مصرف، اهمیت یک رویکرد متعادل را های کمکننده بردار، محاسبات تصادفی و ضرب- ضرب ماتریس های  سازیبهینه 

ها نه تنها برای گسترش دامنه این نوآوری.است  طور دقیق موازنه بین کارایی محاسباتی و دقت  کند که بهبرجسته می

طور توانند بهها میمینان از اینکه این برنامههای جدید حیاتی هستند، بلکه برای اطهای یادگیری عمیق به حوزهبرنامه

ها افزاری مدرن عمل کنند نیز ضروری هستند. با نگاهی به آینده، تکامل مداوم این تکنیکهای سختمؤثر در محدودیت

را   LSTM هایبه شبکه  افزار، نوید بهبود عملکرد و افزایش دسترسیهای طراحی و ساخت سختهمراه با پیشرفت

های روزمره . با بهبود و اصلاح این رویکردها توسط پژوهشگران و مهندسان، ادغام یادگیری ماشین در دستگاهدهدمی
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در لبه شبکه عمل کنند،   ترتوانند به طور کارآمدهای هوشمندتر و پاسخگوتر که میتر شده و راه را برای فناوریروان

ای متصل بسیار طور فزایندهانسیل هوش مصنوعی در دنیای بهبرداری کامل از پت. این پیشرفت برای بهرهکندهموار  
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English Abstract:  

Neural networks (NNs), modeled after the human brain, are extensively used in artificial intelligence 

and machine learning for tasks like feature extraction, classification, and system control, owing to 

their nonlinear properties and self-adaptive nature. This paper concentrates on the hardware 

implementation of Long Short-Term Memory (LSTM) neural networks, a specialized form of 

recurrent neural networks (RNNs) known for their effectiveness in handling sequential data. The 

significant computational demands of LSTM networks present considerable challenges for hardware 

implementation, especially in resource-limited environments such as the Internet of Things (IoT). This 

paper reviews recent advancements in hardware design for LSTM networks, with a focus on strategies 

that utilize imprecise computing to mitigate hardware complexity and power consumption, it explores 

various optimization techniques, including quantization and pruning algorithms, assessing their 

potential to improve LSTM processing efficiency. Additionally, the paper examines the trade-offs 

between accuracy and resource utilization in the context of these emerging hardware methods.  

 

 


